
ВЕСТНИК ИНЖЕНЕРНОЙ ШКОЛЫ ДВФУ. 2022. № 2 (51) 

62 www.dvfu.ru/vestnikis 

 

Физические поля корабля, океана и атмосферы 

 
Научная статья 
УДК 004.93 

http://doi.org/10.24866/2227-6858/2022-2/62-68 
 

Д.А. Кузин, Л.Г. Стаценко1  

КУЗИН ДЕНИС АЛЕКСАНДРОВИЧ – старший преподаватель, kuzindeal@gmail.com 
СТАЦЕНКО ЛЮБОВЬ ГРИГОРЬЕВНА – д.ф.-м.-н., профессор, lu-sta@mail.ru 
Департамент электроники, телекоммуникации и приборостроения 
Политехнический институт 
Дальневосточный федеральный университет 
Владивосток, Россия 

Сравнительный анализ моделей машинного обучения  

при решении задачи классификации гидроакустических шумов 

морских судов 

Аннотация. Автоматизированная идентификация и классификация морских объектов по гидроакусти-

ческим шумам – важная задача в области мониторинга акваторий и освоения Мирового океана. Важ-

ными этапами разработки автоматизированной системы распознавания объектов являются выбор клас-

сификатора, используемого для принятия решения, а также выбор признаков, на основании которых 

будет производиться классификация. В статье приводится сравнительный анализ точности предсказа-

ния класса судна по его гидроакустическому шуму тремя различными моделями машинного обучения 

и искусственной нейронной сети в зависимости от используемых признаков 
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Введение 

Морские суда представлены широким спектром классов - от катеров и моторных лодок, 

которые в основном используются в прибрежных районах, до грузовых кораблей и пассажир-

ских лайнеров. В связи с этим регистрируется увеличение подводного шума (особенно в диа-

пазоне низких частот 10–100 Гц) по всему Мировому океану [2]. Классификация гидроакусти-

ческих сигналов и шумов представляет интерес из-за широкого спектра возможностей ее при-

менения: обнаружение и определение типа морских судов в акватории [5], подлежащей 

охране; оценка влияния шумов прибрежных городов и портов на окружающую среду [4]; пред-

сказание возможных природных катаклизмов [3,7]; классификация подводной флоры и фауны 

при изучении Мирового океана [12].  

Цель работы – сравнительный анализ моделей машинного обучения и признаков для 

решения задачи определения класса судна по излучаемому гидроакустическому шуму. В ста-

тье представлены результаты точности предсказания трех моделей машинного обучения и 

искусственной нейронной сети, оцененные по четырем метрикам точности, в зависимости от 

используемого признака шума. Результаты были получены на основе экспериментальной об-

работки базы данных, состоящей из шумов судов четырех классов с использованием реализо-

ванных алгоритмов на языке программирования Python.  
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Модели машинного обучения 

В работе на языке программирования Python были реализованы метод логистической 

регрессии, метод k-ближайших соседей, метод опорных векторов, искусственная нейронная 

сеть. Нами представлен пример реализованной модели логистической регрессии, которая на 

основании обучающей выборки (строит прямую линию, разграничивающую два класса объ-

ектов (рис. 1). На оси ординат отмечены значения первого гамматон-частотного кепстрального 

коэффициента, на оси абсцисс отмечены значения двенадцатого гамматон-частотного кеп-

стрального коэффициента. Значения рассчитываются с помощью реализованного алгоритма 

из записи шума, представленного в формате «.wav». 
 

 

Рис. 1. Модель логистической регрессии:  
оранжевые точки – примеры шумов класса «корабль»; синие точки – примеры других шумов 

В данном примере в качестве признаков используются два гамматон-частотных кеп-

стральных коэффициента в качестве признаков. Анализируя данные, представленные на рис. 1, 

можно отметить следующее: если у тестовой точки данных GFCC1 = 5 и GFCC12 = -0,25, то 

модель классифицирует эту точку данных как объект класса «другой шум»; если у тестовой 

точки данных GFCC1 = 5 и GFCC12 = 0,5, то модель классифицирует эту точку данных как 

объект класса «корабль». Из рисунка видно, что модель не может точно поделить два класса 

объектов прямой линией. 

Рассмотрим пример модели опорных векторов (рис. 2). Модель строит разделяющую 

гиперплоскость таким образом, чтобы максимизировать расстояние между разделяющей ги-

перплоскостью и точками объектов классов из обучающей выборки.  
 

 

Рис. 2. Модель опорных векторов:  
красные точки – объекты класса «корабль»; желтые – объекты класса «другой шум» 

В отличие от модели логистической регрессии (см. рис. 2) модель опорных векторов 

достаточно точно строит гиперплоскость, разделяющую два класса (см. рис. 1). 
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Пример модели k-ближайших соседей (рис. 3) показывает следующее: точки на гра-

фике, как и в предыдущих примерах, отображают обучающую выборку: оранжевые точки дан-

ных представляют объекты класса «другой шум», голубые точки - объекты класса «корабль». 

Оранжевая и голубая части – области, попадая в которые, объект будет отнесен к одному или 

другому классу. Для примера, объект с признаками GFCC1=7,5 и GFCC12=0,2 будет отнесен 

к классу «корабль». Модель k-ближайших соседей определяет класс тестового объекта по век-

тору входных признаков как доминирующий класс среди объектов из обучающей выборки, 

которые больше всего на него похожи. 
 

 

Рис. 3. Модель k-ближайших соседей:  
оранжевые точки - данные объектов класса «другой шум»;  

голубые – объектов класса «корабль» 

Кроме классических моделей машинного обучения была реализована искусственная 

нейронная сеть, состоящая из входного слоя, двух скрытых и выходного слоя (рис. 4). Функ-

ция активации нейронов во входном и скрытых слоях – ReLU, функция активации выходного 

слоя – Softmax.  
 

 

Рис. 4. Структура искусственной нейронной сети 

Сравнительный анализ 

Произведем сравнение описанных моделей на основе результатов по решению задачи 

классификации судна класса «танкер» среди шумов, производимых судами других классов. 

Для эксперимента использовалась база данных с записями гидроакустических шумов, со-

стоящая из 593 файлов с шумами четырех классов судов: танкер, пассажирское судно, гру-

зовое судно, портовый буксир. Обучающая выборка состоит из 475 записей шумов, тестовая 

выборка состоит из 118 записей шумов для каждой из исследуемых моделей. Из записей с 

помощью алгоритма, реализованного на языке программирования Python, вычисляются 

признаки гидроакустических шумов. 
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Представлены примеры признаков в графическом виде для шумов судна класса «пор-

товый буксир» (рис. 5). В качестве признаков использовались мел-частотные кепстральные 

коэффициенты (MFCC – Mel Frequency Cepstral Coefficients) [8], гамматон-частотные кеп-

стральные коэффициенты (GFCC – Gammatone Frequency Cepstral Coefficients) [11]; хрома-

грамма (Chroma) [9], спектральный центроид [10]; ширина полосы частот (ШПЧ) [13], коэф-

фициенты постоянного Q преобразования (CQT – Constant Q Transform) [6]. 
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в г 

  
д е 

Рис. 5. Признаки для шумов судна класса «портовый буксир»:  
а) мел-частотные кепстральные коэффициенты; б) гамматон-частотные кепстральные  
коэффициенты; в) хромаграмма; г) спектральный центроид; д) ширина полосы частот;  

е) постоянное Q преобразование 

Для оценки точности классификации шумов моделями в качестве метрик использова-

лись accuracy, precision, recall, F1 score [1]. Метод оценки результатов по четырем метрикам 

позволяет получить достоверные данные о точности предсказания моделей. На рисунке 6 

представлены результаты метрик, полученные при классификации шумов всеми четырьмя мо-

делями, в зависимости от используемого признака. 



ВЕСТНИК ИНЖЕНЕРНОЙ ШКОЛЫ ДВФУ. 2022. № 2 (51) 

66 www.dvfu.ru/vestnikis 

 

 

 
Рис. 6. Результаты метрик, полученные при классификации шумов 

Из рисунка следует, что при использовании гамматон-частотных кепстральных коэф-
фициентов удается добиться большей точности классификации шума танкера среди шумов 
кораблей других классов. Кроме того, графики демонстрируют преимущество искусственной 
нейронной сети перед другими моделями машинного обучения. При использовании признака 
хромаграмма и модели логистической регрессии можно обнаружить увеличение точности по 
сравнению с гамматон-частотными кепстральными коэффициентами по метрике Precision. Но 
при этом метрики Recall и F1 находятся на уровне 0,1. Это объясняется тем, что модель точно 
классифицировала большее количество объектов данных одного класса, но при этом неверно 
классифицировала практически все объекты данных другого класса. Это еще раз подтверждает, 
что оценка точности предсказания моделей F1 более достоверна по совокупности метрик. 

Выводы 

Применение искусственных нейронных сетей и моделей машинного обучения позво-
ляет автоматизировать решение задачи классификации морских объектов по их гидроакусти-
ческим шумам. С этой целью необходимо правильно подобрать модель и определить исполь-
зуемые признаки. На примере решения задачи классификации судов класса «танкер» по их 
гидроакустическим шумам среди судов других классов были получены следующие резуль-
таты: из числа исследуемых признаков большей точности предсказания удалось добиться с 
помощью гамматон-частотных кепстральных коэффициентов; из ряда исследуемых моделей 
большую точность продемонстрировала искусственная нейронная сеть.  
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